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APLICAÇÃO DE TÉCNICAS DE PRÉ-PROCESSAMENTO PARA 
MINERAR DADOS EDUCACIONAIS E IDENTIFICAR ALUNOS EM RISCO 

DE REPROVAÇÃO NA EDUCAÇÃO SUPERIOR A DISTÂNCIA 

 
RESUMO: A presente pesquisa científica trata do uso de técnicas pré-processamento de dados do contexto educacional 
visando a aplicação de técnicas de Machine Learning para predizer alunos em risco de reprovação. O campo de 
pesquisa intitulado Educational Data Mining (EDM) acomoda estudos que visam a aplicação destas técnicas em 
problemas educacionais, visando favorecer professores, alunos e gestores. Tarefas clássicas da ML, a exemplo da 
predição e do agrupamento, têm aplicabilidade direta sobre problemas educacionais evidentes, como a predição de 
reprovação/evasão de alunos. O objetivo desse projeto é conectar as necessidades informacionais da gestão da EaD do 
Centro de Educação a Distância da Universidade Estadual de Montes Claros por meio da aplicação de técnicas de EDM 
sobre dados extraídos dos sistemas informacionais utilizados, principalmente o LMS Moodle, a fim de identificar 
alunos em risco de reprovação. O framework metodológico de seis fases intitulado CRISP-DM foi adotado para o 
planejamento e execução das etapas da pesquisa, apoiada em teorias e metodologias consolidadas na educação e na 
computação. Para tanto, foi consultado o banco de dados Moodle utilizado nas ofertas dos cursos no âmbito do Sistema 
Universidade Aberta do Brasil. Nesse contexto, foi desenvolvida uma query SQL e utilizada a linguagem Python para 
extração e pré-processamento dos dados das notas das atividades avaliativas realizadas pelos alunos na plataforma 
Moodle. A etapa inicial consiste na realização do pré-processamento desses dados para a obtenção do dataset a ser 
utilizado na modelagem preditiva. Utilizou-se um total de 24 relatórios de notas de disciplinas em sete cursos superiores 
ofertados na EaD obtendo-se um total de 1967 linhas do dataset. Cerca de 5.84% possuem algum tipo de erro, incluindo 
a diferença na comparação de notas entre o dataset e os relatórios, sendo, portanto, eliminados. Após isso, tornou-se 
necessária a uniformização dos nomes das colunas, que se diferem em relação a cada carga horária. Por fim, após a 
limpeza e padronização dos dados, o dataset Moodle foi separado conforme a carga horária tendo em vista que estas 
determinam diferentes quantidades de atividades avaliativas. Dos 24 relatórios obtidos, cerca de 17% são disciplinas de 
30 horas, 46% de 60 horas e 37% de 90 horas, o que torna os datasets finalmente aptos para a próxima etapa da EDM 
que consiste da implementação de modelos preditivos de ML. 
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